
SAC（Soft Actor-Critic）

先讲一个故事

你是一个练习投篮的运动员。经过几百次训练，你发现从左侧 45 度角切入投篮成功率最高，于
是你开始只用这条路线。教练皱起眉头说：「你的左侧上篮确实稳，但你只有一招，对手摸清了规律，
就会专门堵你。而且——万一右侧其实有条更好的路线，你永远不会发现。」
普通 RL 的做法：找到一条「最优」路线后死守，策略变成确定性的。
最大熵 RL 的做法：在保证高得分的前提下，尽量保持多种路线的可能性。随机性本身就是值

得追求的——它带来探索、带来鲁棒性，也让你不那么容易被针对。
这就是最大熵 RL 与普通 RL 的分野：

J(π) =
∑
t

E(st,at)∼ρπ
[r(st, at) + αH(π(·|st))]

数学形式化

Shannon 熵定义（策略的随机性度量）：

H(π(·|s)) = −Ea∼π(·|s)[logπ(a|s)]

• 均匀分布 → 熵最大；确定性策略 → 熵为 0；

• α > 0 为温度参数，控制「探索」与「利用」的权衡；α→ 0 退化为普通 RL。

翻译成人话：原来的目标是「只最大化奖励」，现在变成「最大化奖励 + α 倍的随机程度」。策
略越随机，额外获得越多；策略越好，奖励项越高——两者同时被优化。

软贝尔曼方程

从硬到软

普通 Q 函数满足 Bellman 方程：

Q(s, a) = r(s, a) + γ Es′

[
max
a′

Q(s′, a′)
]

在最大熵框架下，策略不再取 max，而是对所有动作取期望，同时加上熵项。定义软状态价值
函数：

Vsoft(s) = Ea∼π[Qsoft(s, a)− α logπ(a|s)]

对应的软 Q 函数（软贝尔曼方程）：

Qsoft(s, a) = r(s, a) + γ Es′∼p[Vsoft(s
′)]

直觉：Vsoft 比普通 V 多了一项 −α logπ。在高熵（随机）状态，−α logπ 较大，Vsoft 更高——
算法主动奖励那些「不确定、可探索」的状态。
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最优软策略

在软 Bellman 方程下，最优策略有解析形式：

π∗(a|s) ∝ exp
(
1

α
Q∗

soft(s, a)

)
这是一个 Boltzmann（能量）分布：Q 值越高的动作，被选中的概率越高；温度 α 越高，分布

越均匀（更随机）；α→ 0，退化为 arg max（确定性贪心）。

SAC 的三个核心机制

机制一：Tanh 压缩高斯策略（重参数化采样）

连续动作空间中，策略输出一个高斯分布 N (µϕ(s), σ
2
ϕ(s))，再用 tanh 压缩到有界区间。

a = tanh(µϕ(s) + σϕ(s)⊙ ε) , ε ∼ N (0, I)

重参数化的好处：将随机性 ε 从网络参数中「分离出来」，梯度可以直接对 ϕ 反向传播：

∇ϕEa[f(a)] = Eε[∇ϕf(tanh(µϕ + σϕ ⊙ ε))]

对数概率的 Tanh 修正（变量替换定理）：

logπ(a|s) = logN (u|µϕ, σ
2
ϕ)−

∑
d

log
(
1− tanh2(ud)

)
其中 u = µϕ + σϕ ⊙ ε 是压缩前的高斯样本。修正项 −

∑
d log(1 − tanh2(ud)) 恒非负：忽略它

会低估动作概率（log-prob 偏小、熵偏大），且动作越靠近边界（|ad| → 1）误差越大。

机制二：双 Q 网络（Clipped Double Q）

用单个 Q网络计算目标值会导致过高估计（overestimation bias）：网络自举（bootstrapping）
时倾向于选择被高估的 Q 值，误差不断累积。

SAC 维护两个独立的 Q 网络 Qθ1 , Qθ2，计算目标时取最小值：

y = r + γ

[
min
i=1,2

Qθ̄i(s
′, ã′)− α logπ(ã′|s′)

]
, ã′ ∼ π(·|s′)

为什么取最小？两个网络的初始化与训练动态不同，估计误差不完全相关；取 min 相当于系统
性偏好两者中更悲观的估计——宁可低估也不高估，阻断了过估计的正反馈。
各 Q 网络的损失：

LQ(θi) = Ê
[
(Qθi(s, a)− y)

2
]

机制三：软目标网络更新（Soft Target Update）

普通 DQN 的目标网络每隔固定步骤「硬拷贝」一次，容易引发训练抖动。SAC 用指数移动平
均平滑更新：

θ̄i ← τ θi + (1− τ) θ̄i, τ ≪ 1 (如0.005)

τ = 0.005 意味着目标网络每步只移动 0.5%，目标值变化极为平缓，稳定性大幅提升。
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Fig 2.  Double Q vs single Q on Pendulum-v1

SAC (double Q)
SAC (single Q)

图 1: 双 Q vs 单 Q 消融（Pendulum-v1，3 个随机种子，阴影为 ±1σ）。取 min 的双 Q 版本回报
更高、更稳。
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Fig 3.  Soft target update vs hard copy on Pendulum-v1

SAC (soft target, τ=0.005)
SAC (hard copy, τ=1.0)

图 2: 软目标更新（τ = 0.005）vs 硬拷贝（τ = 1.0）消融（Pendulum-v1，3 个随机种子，阴影为
±1σ）。软更新更平滑。
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自动温度调节（Automatic Entropy Tuning）

问题：α 怎么设？

α 决定探索强度：太大 → 策略太随机，不收敛；太小 → 退化为贪心，失去探索优势。手动调
参代价高且脆弱。

SAC 用对偶梯度下降自动学习 α，目标是维持策略熵等于预设的目标熵 Htarget：

L(α) = Eã∼π[−α (logπϕ(ã|s) +Htarget)]

直觉：

• 若当前策略熵 H(π) > Htarget（太随机）→ 梯度让 α 下降，减弱探索；

• 若 H(π) < Htarget（太确定）→ 梯度让 α 上升，加强探索。

α 本质上是一个「拉格朗日乘子」，强制执行熵约束。

目标熵的设定

实践中常用启发式：
Htarget = − dim(A)

对于 d 维连续动作空间，目标熵为 −d（每维贡献 −1 纳特）。这等价于要求策略在每个维度的
「有效随机性」约等于标准正态。
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Fig 1.  Entropy temperature ablation on Pendulum-v1

SAC (auto α)
SAC (fixed α=0.2)
SAC (α=0, no entropy)

图 3: 温度消融：自动 α vs 固定 α = 0.2 vs α = 0（Pendulum-v1，3 个随机种子，阴影为 ±1σ）。
自动调节通常更稳。
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SAC 完整算法

三个并行优化目标

LQ(θi) = Ê
[(
Qθi(s, a)− y

)2]
Lπ(ϕ) = Ês,ã

[
α logπϕ(ã|s)−min

i
Qθi(s, ã)

]
L(α) = Êã

[
−α

(
logπϕ(ã|s) +Htarget

)]
Actor 损失的含义：最大化「Q 值 − α 倍的对数概率」= 最大化（奖励期望 + 熵）。

SAC 算法流程

1. 初始化：Actor πϕ，双 Critic Qθ1 , Qθ2，目标网络 Qθ̄1 , Qθ̄2，Replay Buffer B，logα；

2. 收集数据：用 πϕ 与环境交互，将 (s, a, r, s′, d) 存入 B；

3. 每步更新（从 B 采样 mini-batch）：

(a) 计算软目标值 y（用目标网络 + 下一步动作 + 熵修正）；

(b) 更新双 Critic：最小化 LQ(θ1) + LQ(θ2)；

(c) 重采样 ã ∼ πϕ(·|s)，更新 Actor：最小化 Lπ(ϕ)；

(d) 更新温度：最小化 L(α)；

(e) 软更新目标网络：θ̄i ← τθi + (1− τ)θ̄i。

SAC vs 其他深度 RL 方法

SAC vs PPO

方法 动作空间 样本效率 稳定性 离线数据

PPO 离散/连续 中（on-policy） 高 难以复用
SAC 连续 高（off-policy） 高 可复用，需保守化

为什么 SAC 比 PPO 更适合连续动作？

1. Off-policy 样本效率：SAC 使用 Replay Buffer，每条经验可被反复利用；PPO 是 on-policy，
rollout 用完即丢；

2. 高维连续动作：PPO的离散化或 Gaussian策略在高维空间方差大；SAC的 Tanh-Gaussian +
重参数化梯度更稳定；

3. 自动探索调节：SAC 的 α 自适应；PPO 的熵系数 c2 需手动设定且固定；

4. 离线数据复用：SAC 的 off-policy 结构可以复用历史与离线数据；PPO 的 on-policy 结构很难
适配离线数据。注意：复用离线数据不等于可以直接离线训练——裸 SAC 在纯离线数据上同
样会因外推误差塌缩，需要 CQL/IQL 式的保守化改造（见下一章）。
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本章在 RL 体系中的位置

1. TD 路线 → Q-Learning → DQN（离散动作，值函数方法）；

2. MC 路线 → REINFORCE → 策略梯度（on-policy，高方差）；

3. Actor-Critic → GAE → PPO（在线策略，clip 约束）；

4. 最大熵 RL → SAC（本章：连续动作，off-policy，自动熵调节）。

SAC 是连续控制任务的默认基线：样本高效、训练稳定、自动调节探索强度，是工业界和学术
界连续控制任务的首选算法。
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