
策略梯度（Policy Gradient / REINFORCE）

先讲一个故事

DQN 之后，我们已经能让 AI 在 Atari 游戏上打败人类。但有人提出了一个问题：DQN 的本
质是「找到每个状态下最好的动作」——这套逻辑在动作是离散的时候很好用，但如果要控制一只
机械手臂呢？
机械手臂的每个关节角度是连续值，动作空间无限大，根本列不出一张 Q 表，也没法对所有动

作取最大值。而且更根本的问题是：DQN 学的是「哪个动作最好」（Q 函数），它绕了一圈，并没有
直接告诉你「应该用什么策略」。
有没有一种更直接的方式——直接优化策略本身？
这就是策略梯度（Policy Gradient）的出发点：不学 Q值，改学一个参数化的策略 π(a | s; θ)，

通过梯度上升让它越来越好。REINFORCE 是这条路上最原始也最重要的算法。
本章的核心问题：怎么对一个策略求梯度？

从 Q 值到策略

两种 RL 的哲学

• 基于价值（Value-based）：先学 Q(s, a)，再从 Q 值派生出策略（如 ε-贪心）。DQN 属于这
一类。

• 基于策略（Policy-based）：直接参数化策略 πθ，最大化期望总回报 J(θ) = Eτ∼πθ
[R(τ)]。

策略梯度的优势：

• 天然支持连续动作（输出均值和方差，从高斯分布采样）；

• 策略是随机的（stochastic），内置探索，不需要额外的 ε-贪心；

• 优化目标平滑，收敛性有一定理论保证。

问题：J(θ) 对 θ 的梯度怎么算？

期望总回报是一个轨迹上的期望，而轨迹的分布又依赖 θ——对一个依赖参数的期望求梯度，不
能直接交换梯度和期望符号。

对数导数技巧（Log-Derivative Trick）

关键恒等式：
∇θπθ(a | s) = πθ(a | s) · ∇θ logπθ(a | s)

利用这个技巧，可以把对分布的梯度转化为期望内部的梯度：

∇θJ(θ) = Eτ∼πθ

[
T∑

t=0

∇θ logπθ(at | st) ·Gt

]

其中 Gt =
∑T

k=t γ
k−trk 是从第 t 步开始的折扣回报。

直觉：这个梯度的含义很漂亮——Gt 大（这条路走得好），就增大 logπ(at | st)（让这个动作更
可能发生）；Gt 小，就降低它的概率。好的行为得到强化，坏的行为被压制。
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REINFORCE 算法

策略梯度定理告诉我们梯度的形式，但期望无法精确计算——用 Monte Carlo 采样估计它：

1. 用当前策略 πθ 完整地跑一个 episode，收集轨迹 {(st, at, rt)}；

2. 计算每步的折扣回报 Gt（从轨迹末尾反向累加）；

3. 用梯度估计更新参数：

θ ← θ + α
∑
t

∇θ logπθ(at | st) ·Gt

这就是 REINFORCE算法（Williams, 1992）。完整跑一个 episode才做一次更新，用回报 Gt

作为「信号强弱」来缩放梯度——简洁优雅，但有一个致命弱点。

高方差：REINFORCE 的软肋

Monte Carlo 估计有无偏性（无数次采样的均值等于真实期望），但方差极大：

• 同一个状态 s，不同 episode 下的回报 Gt 可能从 10 到 500 都有；

• 策略更新完全依赖单条轨迹的运气——运气好就大幅强化，运气差就大幅抑制；

• 学习曲线剧烈抖动，有时突然冲高，又迅速掉回来，难以稳定收敛。

实验如图 1所示：5个随机种子的原始训练曲线波动巨大，平滑均值始终维持在低水平，vanilla
REINFORCE 在 500 集内无法稳定解决 CartPole-v1。

方差缩减：Value Baseline

核心思路

方差大的根源：Gt 这个数字本身就很大（CartPole 满分 500），用它直接缩放梯度，导致更新
步长飘忽不定。
解决思路：不用 Gt，改用「这次比平均水平好多少」——即优势函数（Advantage）：

At = Gt − V (st)

其中 V (st) 是对当前状态期望回报的估计（Baseline）。减去均值后，At 在 0 附近波动，方差大
幅降低。

为什么减去 Baseline 不影响梯度方向？

可以证明，任何只依赖状态（不依赖动作）的函数 b(s) 满足：

Eτ∼πθ
[∇θ logπθ(at | st) · b(st)] = 0

因此减去 V (st) 不改变梯度的期望，只降低方差——是一个方差缩减（variance reduction）技
巧，在统计学中称为控制变量法。
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Fig 1. High Variance of Vanilla REINFORCE

Raw trajectories over 5 seeds
Smoothed mean (window=20)

图 1: Vanilla REINFORCE 的高方差（CartPole-v1，5 个随机种子）。原始轨迹剧烈波动，部分
episode 短暂冲高但随即回落，平滑均值长期维持在较低水平。

实践：用神经网络估计 V (s)

在实际的 REINFORCE with Baseline 中：

• 额外维护一个 Value Network V (s;ϕ)，通过最小化均方误差 L(ϕ) = E[(Gt − V (st;ϕ))
2] 来

训练；

• Policy 梯度改为 ∇θ logπθ(at | st) ·At；

• V (s) 的学习率与容量要克制——它要回归的是期望回报 vπ(s)；若网络把访问过的每条轨迹的
已实现 Gt 都记住（过拟合），训练数据上 At ≈ 0，policy 的梯度信号消失。

与第 6 章的关系：这里的「学习率更低」针对 MC回归下的记忆化风险；第 6章的 Actor-Critic
采用 bootstrapping，两时间尺度理论要求 Critic 反而学得更快——场景不同，两条结论并不矛盾。
消融实验如图 2 所示。

策略熵：从随机到确定

策略熵定义为：
H(π(· | s)) = −

∑
a

π(a | s) logπ(a | s)

对于 CartPole 的二动作环境，均匀随机策略的熵最大为 ln 2 ≈ 0.693 nats。熵下降，意味着策
略从「乱按按键」走向「确定选择」。
图 3 展示了两种方法在训练过程中的熵演化：

3



100 200 300 400 500
Episode

0

100

200

300

400

500
Ep

is
od

e 
R

et
ur

n
Fig 2. Convergence Speed with and without Value Baseline

Vanilla REINFORCE
REINFORCE + Value Baseline

图 2: 有 /无 Value Baseline的训练对比（CartPole-v1，5个随机种子，阴影为 ±1σ）。加入 Baseline
后，部分种子能在 500 集内收敛到接近满分，整体期望回报显著高于 Vanilla REINFORCE。
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Fig 3. Policy Entropy Evolution during Training

Vanilla REINFORCE
REINFORCE + Value Baseline

图 3: 策略熵在训练过程中的演化（CartPole-v1，5个随机种子，阴影为 ±1σ）。Vanilla REINFORCE
熵迅速塌缩至接近 0，但并未收敛到好策略，是过早陷入坏的确定性策略；有 Baseline 的版本熵下
降更平缓，保留探索能力，最终收敛到更好的策略。
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两条曲线对比揭示了一个有趣的现象：熵快速下降并不代表「学得好」——Vanilla REINFORCE
的熵在约 100 集后几乎归零，但对应的 return 仍然很低（图 1）。策略过早收敛到一个糟糕的确定
性行为（比如始终向一个方向推），探索能力丧失，无法继续改进。Value Baseline 通过提供更稳定
的学习信号，让策略得以持续探索，才有机会发现更优的行为模式。

完整算法：REINFORCE with Value Baseline

1. 初始化：Policy Network π(a | s; θ)，Value Network V (s;ϕ)；

2. 每个 episode：

(a) 用 πθ 跑完整一集，收集 {(st, at, rt)}Tt=0；

(b) 反向计算折扣回报：Gt =
∑T

k=t γ
k−trk；

(c) 更新 Value Network：ϕ← ϕ− αV∇ϕ

∑
t(Gt − V (st;ϕ))

2；

(d) 计算优势：At = Gt − V (st;ϕ)（detach，不回传梯度）；

(e) 更新 Policy Network：θ ← θ + απ

∑
t∇θ logπθ(at | st) ·At。

关键超参数注意事项：

设置 原因
αV < απ 防 V (s) 过拟合已实现回报（记忆化会让 At ≈ 0）

不对 At 做 z-score V (s) 已提供自然的中心化，再归一化易消灭信号

clip_grad_norm 单条轨迹梯度方差大，梯度裁剪防止步长过大

Policy Gradient 在 RL 体系中的位置

REINFORCE 是策略梯度方法的起点，承接经典 RL，开启 Actor-Critic 主线：

1. 从价值到策略：Q-learning / DQN优化 Q函数，间接得到策略；Policy Gradient直接优化 πθ，
目标更清晰，天然支持连续动作空间；

2. Monte Carlo 的代价：REINFORCE 等整集结束才更新，数据效率低，方差大；这催生了下
一步的改进；

3. Actor-Critic（A2C/A3C）：把 REINFORCE 中的 Monte Carlo 回报 Gt 换成 TD 估计
（Bootstrapping），不等 episode 结束就更新。Actor（Policy）和 Critic（Value）协同训练，方
差和偏差均衡；

4. PPO / TRPO：在 Actor-Critic基础上加入策略更新幅度约束，防止一步更新破坏策略；PPO
是目前工业界最广泛使用的策略梯度算法，ChatGPT 的 RLHF 训练正是基于它；

5. 连续控制主线：DDPG、TD3、SAC 把策略梯度扩展到连续动作空间，成为机器人控制的主流
方法。
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