
PPO（Proximal Policy Optimization）

先讲一个故事

你是一名武术选手，每次上场（一次 rollout）结束后，教练（优势函数 Â）给你一份详细的复
盘报告：「第 23 秒的侧踢应该更快」、「第 47 秒的防守太保守了」。报告基于你当时的打法（旧策略
πθold）写成。
你拿到报告，朝最优方向调整一遍。感觉还不够，再调整一遍⋯⋯调了 K = 20 遍之后，你已

经变成了一个截然不同的选手——可教练的建议还是当初那份，基于二十轮前的你写的。你越按报
告调，动作越奇怪，最终反而一败涂地。
核心矛盾：

• 数据是旧策略 πθold 收集的；

• 每轮更新的目标是新策略 πθ；

• 更新越多，两者越远——数据越失效。

这就是无约束多轮策略更新的困境，也是 PPO 要解决的核心问题：

如何在不浪费样本的前提下，安全地多次更新策略？

数学形式化

策略梯度定理给出参数梯度方向：

∇θJ(θ) = Eπθ

[
∇θ logπθ(at | st) Ât

]
为了重复使用旧策略收集的数据，引入重要性采样权重（策略比值）：

rt(θ) =
πθ(at | st)
πθold(at | st)

rt = 1 表示新旧策略在该步完全一致；rt ≫ 1 或 rt ≪ 1 表示策略已经严重偏离。
代入代理目标（Surrogate Objective）：

LCPI(θ) = Êt

[
rt(θ) Ât

]
翻译成人话：把每步的优势 Ât 乘以「新旧策略的比值」，多次优化这个代理目标就能多次复用

同一批数据。问题是：K 轮更新后 rt 可能偏离 1 很远，代理目标变得不可信，梯度方向失效。

无约束更新为什么会崩溃？

重要性采样的有效范围

重要性采样的隐含前提是两个分布「足够相近」。若 πθ 与 πθold 差距过大，估计方差爆炸：

Var
[
rt(θ) Ât

]
∝ E

[
r2t (θ)

]
− 1

当 rt 偏离 1（无论偏大还是偏小），梯度估计的方差急剧增大，更新方向变得不可靠。
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K 轮更新导致 r 漂移

以无 clip 的 PPO（K = 20 轮）为例，每轮更新后 θ 改变，rt(θ) 随之漂移：

• 第 1 轮：rt ≈ 1，梯度估计可信；

• 第 4 轮：rt 开始偏离，优势估计出现偏差；

• 第 8 轮：rt 严重偏离，优势估计彻底失效，梯度方向错误，训练崩溃。
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图 1: 无 clip 的 PPO（K = 20 轮，mini-batch）在 LunarLander-v3 上的 5 个 seed（蓝色细线）。部
分 seed 在早期回报跌至 −8000（随机策略的 40 倍更差），随后缓慢恢复。平滑均值（红色）在整个
训练期间始终低于有 clip 的版本。

PPO-Clip：截断代理目标

核心公式

PPO 的解决方案极其简洁：把 rt 截断到 [1− ε, 1 + ε] 附近，超出部分不再提供梯度激励。

LCLIP(θ) = Êt

[
min

(
rt(θ) Ât, clip(rt(θ), 1− ε, 1 + ε) Ât

)]
ε 通常取 0.2。
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直觉：剪掉两种极端

分两种情况理解 min 的含义。
情况 A：Ât > 0（这步动作比平均水平好，想增大它的概率）

• rt 增大（新策略更倾向此动作）→ 好，但超过 1 + ε 时取 clip 值，梯度归零；

• 核心原则：策略改动「已经够了」，不再继续推动。

情况 B：Ât < 0（这步动作比平均水平差，想减小它的概率）

• rt 减小（新策略远离此动作）→ 好，但低于 1− ε 时取 clip 值，梯度归零；

• 核心原则：同上，过度回避也不再激励。

只有更新朝有利方向走且尚未超限时，才提供梯度驱动。

clip 如何压制 r 的漂移
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PPO vs No-Clip PPO on LunarLander-v3 (5 seeds, mean ± std)
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图 2: PPO-Clip（蓝）vs 无 Clip PPO（红）在 LunarLander-v3 上（5 seeds，均值 ± 标准差）。横
轴为环境交互步数（×103），两方法总步数完全相同（300× 2048 ≈ 614k），排除了「好策略 episode
更长导致 episode 数更少」的混淆因素。Clip 版本稳定上升，约 400k 步后进入正回报区间；无 Clip
版本早期崩至 −600 ∼ −1000，缓慢恢复，始终落后且方差更大。

为什么 clip 起作用？

1. 抑制每步更新的「步幅」：当 rt 越出 [1− ε, 1 + ε] 后，该样本在继续越界的方向上不再提供梯
度——漂移被软性抑制而非硬性禁止，个别 rt 仍可能越界（见图 3）；
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图 3: 每个 epoch 开始前、以全批数据测量的均值策略比值 rt（5 seeds，均值 ± 标准差）。无 Clip
（红）偏离更大，早期可达 ∼1.017；PPO-Clip（蓝）始终贴近 1。均值之外，个别 transition 的 rt

可远超 1.2 的 clip 边界，正是这些尾部被 clip 截断，防止了错误梯度的累积。
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2. 对称保护：既防止某动作概率被过度增大，也防止被过度减小；

3. 悲观下界：LCLIP 是 LCPI 的下界，不会「自欺欺人」地高估提升量——只有真实提升时才更
新。

广义优势估计（GAE）

为什么需要 GAE？

优势函数 A(s, a) = Q(s, a) − V (s) 衡量「这步动作比平均水平好多少」。实践中有两种极端估
计：

方法 偏差 方差

ÂMC =
∞∑
l=0

γlrt+l − V (st) 零偏差 极大

ÂTD = rt + γV (st+1)− V (st) 有偏 极小

GAE 在两者之间插值，用 λ ∈ [0, 1] 控制偏差-方差权衡。

GAE 公式

定义 TD 残差（一步时序差分误差）：

δVt = rt + γV (st+1)− V (st)

GAE 对指数加权的多步 TD 残差求和：

Â
GAE(γ,λ)
t =

∞∑
l=0

(γλ)l δVt+l

等价的递推形式（实现中使用，从末尾向前归纳）：

Ât = δVt + γλ Ât+1

λ 的意义：在 TD 与 MC 之间插值

λ 退化为 效果

λ = 0 Ât = δVt (1 步 TD) 低方差，有偏差

λ = 1 Ât =

∞∑
l=0

γlrt+l − V (st) (MC) 零偏差，高方差

λ = 0.95 实践中常用 偏差/方差折中

翻译成人话：λ越大，越相信实际采样的远期回报，而非 critic的预测。PPO通常取 γ = 0.99, λ =

0.95。
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PPO 完整算法

总损失函数

LPPO(θ) = LCLIP(θ) − c1 L
VF(θ) + c2 S[πθ]

各项含义：

• LCLIP：截断策略梯度损失（最大化）；

• LVF = Êt

[(
Vθ(st)− V̂ target

t

)2
]
：Critic 的均方误差（最小化，c1 ≈ 0.5）；

• S[πθ] = Êt[−
∑

a πθ(a|st) logπθ(a|st)]：熵奖励，防止策略过早退化（最大化，c2 ≈ 0.01）。

Actor 和 Critic 共享网络参数 θ，一次反向传播同时更新两者。

PPO-Clip 算法流程

1. 收集 rollout：用 πθold 在环境中运行 T 步，记录 (st, at, rt, st+1)；

2. 估计优势：用 GAE 计算 Ât，令回报目标 V̂ target
t = Ât + Vθold(st)；

3. K 轮 mini-batch 更新：

(a) 前向传播，计算 rt(θ)、LPPO(θ)；

(b) 梯度裁剪（∥∇θ∥2 ≤ 0.5），反向传播；

(c) 更新 θ。

4. 令 θold ← θ，返回第 1 步。

为什么 K 轮更新安全了？一旦某个样本的 rt 越出 [1− ε, 1+ ε]，clip 就截断它在继续越界方向
上的梯度，K 轮复用同一批数据时的误差累积被压制。注意这是软约束：个别 rt 仍会越界（图 3），
只是没有越界方向的梯度激励去进一步放大它。

PPO vs 其他策略梯度方法

一表打尽

方法 样本效率 稳定性 实现复杂度

REINFORCE 极低（每批更新一次） 低（高方差） 最简单
A2C 低（同上） 中 简单

TRPO 高（每批一次自然梯度更新） 高（KL 约束） 极复杂（二阶）
PPO-Clip 高（K 轮更新） 高（clip 约束） 简单（一阶）

6



为什么 PPO 比 TRPO 更流行？

TRPO（Trust Region Policy Optimization）用 KL 散度作硬约束：

max
θ

LCPI(θ) s.t. Êt[DKL(πθold(· | st) ∥ πθ(· | st))] ≤ δ

理论上最严格，但需要计算自然梯度（Fisher 信息矩阵求逆），在深度网络上成本极高。
PPO 把「信任域」变成软约束：超出部分不是被惩罚，而是不再提供梯度激励。

• TRPO：「越界了就罚」（硬约束，二阶优化）；

• PPO：「快到边了就不推了」（软约束，一阶优化）。

效果相当，但 PPO 仅需一阶梯度，实现简洁、速度快，成为在线策略方法的默认基线。

本章在 RL 体系中的位置

1. TD 路线 → Q-Learning → DQN（离散动作，值函数方法）；

2. MC 路线 → REINFORCE → 策略梯度（高方差，每批仅更新一次）；

3. Actor-Critic → GAE → PPO（本章：低方差 + 安全多轮更新）；

4. 连续动作 / 离线场景 → SAC（最大熵 RL，离线友好）→ 离线 RL（IQL 等）。

PPO 是当前在线策略 RL 的默认基线——几乎所有 RLHF（大模型对齐）都以 PPO 为核心。
既然 PPO 已经如此稳健，为什么还需要为连续动作和离线场景单独设计新算法？
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