
深度 Q 网络（DQN）

先讲一个故事

2013 年，DeepMind 发布了一篇论文，做了一件听起来疯狂的事：用同一套代码、同一组超参
数，让 AI 玩 Atari 游戏。不告诉它游戏规则，只让它看屏幕像素和分数——就像一个对说明书一无
所知的小孩，坐在电视机前乱按按键。
到 2015 年，升级版打赢了 49 款游戏中的大多数，在《打砖块》《乒乓》等游戏上达到并超越人

类水平。这个 AI 叫 DQN（Deep Q-Network）。
在 DQN 之前，深度神经网络和强化学习之间有一道公认的鸿沟：训练不稳定。用神经网络逼

近 Q 值函数，训练往往发散。DQN 用两个优雅的工程技巧彻底解决了这个问题。
本章的核心问题：Q-learning 已经够好了，为什么还需要 DQN？

为什么 Q 表不够——维度灾难

回顾 Q-learning 的更新规则：

Q(s, a)← Q(s, a) + α
[
r + γ max

a′
Q(s′, a′)−Q(s, a)

]
这个算法需要一张 Q 表：对每一个状态-动作对 (s, a) 存一个数值。在离散格子世界里，这没

问题。但在 CartPole 里，状态是 4 个连续数字（小车位置、速度、杆角度、角速度），Q 表有无穷
多行。
即使强行离散化，问题也没解决：

每维度格数 CartPole Q 表条目数（4 维，2 个动作）
b = 10 104 × 2 = 20,000

b = 20 204 × 2 = 320,000

b = 100 1004 × 2 = 200,000,000

Atari 游戏的状态是 84× 84× 4 的灰度图像帧，Q 表的条目数约为 25684×84×4——连写都写不
下（如图 1）。
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图 1: 维度灾难：Q 表大小随状态维度和离散化精度指数爆炸，远超一个小型神经网络的参数量。

出路：不要存一张表，改用一个函数来拟合 Q(s, a)。

1



创新一：用神经网络逼近 Q 值

从 Q 表到 Q 网络

用参数为 θ 的神经网络代替 Q 表：

Q(s, a; θ) ≈ Q∗(s, a)

网络的输入是状态 s，输出是所有动作的 Q 值向量——一次前向传播，同时得到所有动作的估
值：

a∗ = arg max
a

Q(s, a; θ)

损失函数

训练目标是让预测值逼近 Bellman 目标，损失为均方误差：

L(θ) = E(s,a,r,s′)∼D

[(
r + γ max

a′
Q(s′, a′; θ−)−Q(s, a; θ)

)2
]

其中 D 是经验数据集，θ− 是目标网络参数（后面详述）。

直接训练的两个致命问题

如果朴素地用每步转换 (s, a, r, s′) 做梯度下降，会遇到：

• 问题一——时序相关性：连续两帧的状态极度相似，梯度估计方差大，训练不稳定；

• 问题二——移动靶：损失函数中的目标 r + γ maxa′ Q(s′, a′; θ) 本身随 θ 变化——追一个会跑
的靶，Q 值容易发散。

DQN 的后两个创新分别精确地解决这两个问题。

创新二：经验回放（Experience Replay）

问题：时序相关

在线 Q-learning 每走一步就立刻更新网络。相邻两步的状态高度相关（小车向右倾 → 下一帧
小车还在偏右），违反了随机梯度下降对样本独立同分布（i.i.d.）的假设，导致梯度方差大、训练震
荡。

解法：回放缓冲区

把每步经验 (s, a, r, s′, done) 存入先进先出的回放缓冲区 D（容量 N），训练时从中随机均匀采
样一个小批量：

{(si, ai, ri, s′i)}Bi=1 ∼ Uniform(D)

2



为什么有效

• 打破时序相关：随机采样使批次内样本近似 i.i.d.，满足梯度下降假设；

• 提高数据利用率：同一条经验可被反复采样，相比在线学习不浪费；

• 稳定梯度：批量大小 B 越大，梯度方差越小。

消融实验如图 2 所示：去掉经验回放后，训练曲线方差显著增大，收敛更慢。
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图 2: 经验回放的消融实验（CartPole-v1，3 个随机种子，阴影为 ±1σ）。有经验回放的版本收敛更
快、方差更小。

创新三：目标网络（Target Network）

问题：移动靶

朴素 DQN 的损失两边都含 θ：

L(θ) = E

(r + γ max
a′

Q(s′, a′; θ)︸ ︷︷ ︸
目标

−Q(s, a; θ)︸ ︷︷ ︸
预测

)2


每次梯度更新让预测值向目标靠近，但目标本身也随 θ 同步改变。这是追移动靶——更新一个

Q 值会间接拉动其他 Q 值，引发连锁不稳定，最终 Q 值发散。

解法：冻结目标网络

维护两个网络：

• 在线网络 Q(s, a; θ)：每步梯度更新，用于选择动作；

• 目标网络 Q(s, a; θ−)：参数冻结，只参与 Bellman 目标的计算，每隔 C 步从在线网络硬同步
一次：
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θ− ← θ （每隔C 步同步，其余时刻冻结）

损失函数变为：

L(θ) = E

(r + γ max
a′

Q(s′, a′; θ−)︸ ︷︷ ︸
固定目标（短期内不动）

−Q(s, a; θ)
)2


直觉：把「每步都在移动的靶」换成了「每 C 步挪一次的靶」——短期内靶静止，训练稳定得多。

C 越大靶越稳，但 θ− 也越滞后；取值视任务而定——Atari原文用 C = 104，小任务常用 102 ∼ 103。
消融实验如图 3 所示。
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图 3: 目标网络的消融实验（CartPole-v1，3 个随机种子，阴影为 ±1σ）。无目标网络时，训练曲线
更不稳定，种子间方差更高。

完整 DQN 算法

综合三个创新：

1. 初始化：回放缓冲区 D（容量 N），在线网络参数 θ，目标网络 θ− ← θ，探索率 ε；

2. 每个 episode，对每步 t：

(a) 以 ε-贪心选动作：

at =

随机 以概率ε

arg maxa Q(st, a; θ) 以概率1− ε

(b) 执行 at，观测 rt、st+1；将 (st, at, rt, st+1, done) 存入 D；

(c) 从 D 随机采 B 条，计算 Bellman 目标：

yi =

ri 若终止

ri + γ maxa′ Q(s′i, a
′; θ−) 否则
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(d) 梯度更新：θ ← θ − α∇θ
1

B

B∑
i=1

(
yi −Q(si, ai; θ)

)2；
(e) 每 C 步执行：θ− ← θ。

三个创新一句话总结：

问题 创新 核心操作
状态空间无限大 神经网络逼近 Q(s, a; θ) ≈ Q∗(s, a)

样本时序相关 经验回放 (s, a, r, s′) ∼ Uniform(D)

目标不稳定 目标网络 θ− ← θ 每C 步

DQN 在 RL 体系中的位置

DQN 是深度强化学习的起点，往前承接经典 RL，往后开启整条深度 RL 主线：

1. 从表格到网络：Q-learning（表格，离散小状态）→ DQN（神经网络，连续高维状态），更新
规则完全相同，只换了函数近似器；

2. 经验回放的深远影响：固定数据集 + 离线学习，就是离线强化学习（Offline RL）的核心范
式——后续 CQL、IQL 等算法的数据均来自某种形式的回放缓冲区；

3. 目标网络的演化：Hard update θ− ← θ → Soft（Polyak）update θ− ← (1− τ)θ− + τθ，后者
被 DDPG、TD3、SAC 广泛沿用；

4. 下一步：Double DQN（解耦动作选择与评估，缓解 Q 值高估）、Dueling DQN（将 Q 分解为
状态价值 V 与优势函数 A）——都是在 DQN 框架上的精准改进。
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