
离线强化学习：CQL 与 IQL（Offline RL）

先讲一个故事

一支球队的教练拿到了一份特殊的任务：球队已经解散，他没有办法再带队上训练场，手里只
有一本过去赛季的比赛录像集。录像里记录了每一场比赛的完整过程——谁在什么局势下做了什么
决定，结果如何。他要仅凭这本录像，写出一套下一场比赛的战术手册。
朴素 RL 的做法：把录像当作免费的训练场，反复回放、反复演练，让 Q 函数和策略在网络里

「练」到收敛。
结果出人意料：反复演练的战术手册在录像覆盖过的场景里还行，可一旦涉及录像里从没出现

过的场景，教练编出来的指令荒谬到离谱——整体水平甚至不如照着录像原样抄一遍（行为克隆）。
本章的核心问题：只有一份固定、不能再与真实环境交互的数据集时，如何学到不塌缩的策略？

只能访问固定数据集D = {(s, a, r, s′, d)}, 目标是学到π 使Eπ
[∑

t

γtrt

]
最大

这一场病叫分布漂移（distribution shift）：离线学到的策略会去「询问」数据集几乎没有覆
盖的状态—动作对，而网络对这些地方的回答完全失真，误差被自举逐步放大。
好消息是，这个领域有两套同样重要、同样成熟的「药方」，它们选择了截然不同的治病思路：
CQL（方案一）：即使必须预测没见过的动作，也把它们的价值估计压低——把悲观写进价值

函数。
IQL（方案二）：根本不去预测没见过的动作——只在数据支持的范围内挑高价值动作，把悲观

写进动作集合。

数学形式化

离线数据集：D 由某个行为策略（behavior policy）µ 采样产生，覆盖范围由 µ 的占用分布
dµ(s, a) 决定。数据是一次性的，D 不可再扩大。

• D ——固定数据集，训练期间只读不改；

• µ ——行为策略，D 的「出身」，我们拿不到也不能再用它交互；

• dµ(s, a) ——行为策略的占用分布，数据只覆盖它的支撑集；

• a ∼ π(·|s) vs a ∼ µ(·|s) ——学到的策略与数据分布不匹配，这就是分布漂移的来源。

翻译成人话：在线 RL里，策略每走一步都可以回到真实环境求证，错了立即纠正；离线 RL里
没有求证的机会，网络一旦问出数据之外的问题，得到的答案没有人在乎是不是真的。

外推误差：朴素离线 Q-learning 为什么塌缩

max 是罪魁祸首

回忆 DQN 的目标值：
y = r + γ max

a′
Qθ̄(s

′, a′)

在线时，持续交互会不断用新数据校准 max 挑中的高估动作；离线时，max 遍历的是网络对所
有动作（包括数据集里从未出现过的动作）的估计，且再没有新数据来修正它们。对于没见过的动
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作，Qθ̄(s
′, a′) 从没有被任何目标值校准过，它的取值是网络「自由发挥」的——max 会稳定地选中

「相对最高」的那个，而它往往正是数据外、不可信的那个。这个不可信的高值再作为自举目标反向
放大，Q 估计与真实价值逐渐脱钩，贪心策略据此行动，真实回报随之崩盘（图 1）。

Fujimoto等把其中最主要的来源——动作不存在于数据——称为外推误差（extrapolation er-
ror）；Levine 等（2020）的综述进一步把这类误差归纳为三类来源：

• 动作不存在于数据：max 选中的 a′ 在 D 中从未出现，Q 对它没有依据；

• 状态不匹配：s′ 在 D 中罕见（或从未出现），该状态下的所有动作估计都不可信；

• 环境动态不匹配：即使 (s′, a′) 在数据里，离线假定的转移与真实环境也可能不同。
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Fig 1. Naive offline DQN: Q diverges from return (CartPole-v1, medium)
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图 1: 朴素离线 DQN的外推误差塌缩（CartPole-v1，medium数据集，3个随机种子，阴影为 ±1σ）。
同一张图里：蓝色曲线（左轴）是 Q 网络对数据状态的最大 Q 估计——它不再跟踪策略的真实价
值；红色曲线（右轴）是贪心策略的真实回报，短暂改善后回落，且始终远低于行为克隆（BC）这
条「及格线」（BC 约 300，见图 2 的灰色区间）。Q 估计与真实回报脱钩——正是外推误差进入自
举目标后的表现。

Q 值与真实价值的脱钩

过估计不直接等同于「Q 数值大」。诊断离线算法不能只看 Q 的高低，而要看 Q 估计与真实
回报是否脱钩：图 1 中朴素离线 DQN 的回报先升后跌、始终远低于 BC，而 Q 估计并不反映策略
的真实价值——Q 的高低，并不代表策略好坏。一个健康的算法应该让 Q 与回报同步：价值兑现为
回报，回报反过来印证价值。CQL 与 IQL 正是通过掐断数据外高值的来源，把回报稳定恢复到 BC
水平（图 2、图 3）。
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及格线：行为克隆（Behavior Cloning）

在给出两套药方之前，先立一条参照线。
行为克隆把离线学习变成一个纯监督学习问题：直接拟合行为策略，

πBC = arg max
π

E(s,a)∼D[logπ(a|s)]

BC 的上限是数据集本身的质量：再好的监督拟合也复现不出数据里没有出现过的行为。注
意，「数据集的质量」不等于行为策略 µ 的平均水平——本章数据由 µ 以 ε = 0.3 的随机性采
集（µ 平均回报约 111），数据里仍有约 70% 的状态—动作对来自贪心决策，BC 可以从中「去噪」，
恢复出比 µ 平均水平更好的策略（约 300，均值）。因此 BC 的意义不在「复刻 µ」，而在给离线学
习立一条不塌缩的及格线。

BC 的下限意义是：它告诉我们不塌缩的最低要求。朴素离线 Q-learning 连 BC 都打不过（图
1），说明它的失败不是「学得不够好」，而是「学坏了」——方向错了。一个合格的离线算法至少要
把回报恢复到 BC 的水平：

• 数据质量高（expert）时，好的离线算法可以明显超越 BC；

• 数据质量低（random）时，任何离线算法都不应低于 BC。

由于 BC本身有训练方差（本章图中用灰色区间带表示 mean ±1σ），「恢复到 BC水平」比「严
格超过某一个数」更稳健——这也是图 2、图 3 采用的判据。

以下两节就是达到这条及格线的两套方案。

方案一：CQL——把悲观写进价值函数

直觉

保守 Q学习（Conservative Q-Learning）保留对所有动作的评估，但给「数据之外的动作」加一
笔悲观惩罚，压低它们的 Q 估计。惩罚让贪心决策自然落在数据支撑内的动作上——不是不许问，
而是问了也知道不值。

保守正则化项

对每个状态 s，CQL 在标准 Bellman 误差之外加一项正则。其中行为策略 µ 在离线场景下不
可知，以数据集中的经验分布 µ̂(a|s) 估计之（即状态 s 下各动作在 D 中的出现频率）：

R(s) = log
∑
a

expQθ(s, a) − Ea∼µ̂(·|s)[Qθ(s, a)]

• log
∑

a expQθ(s, a)（logsumexp 项）——在最小化 LCQL 时把 Q 往下压，且 softmax 权重集
中在高 Q 的动作上，数据外的高值动作首当其冲；

• −Ea∼µ̂(·|s)[Qθ(s, a)]——在最小化时把数据内动作的 Q 往上抬。

一压一抬：数据内动作的相对价值被抬高，数据外动作的相对价值被压低。整体对 max 的行为
没有任何显式约束，但贪心选择的方向被惩罚项拧回了数据内。
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完整目标

LCQL(θ) = αEs∼D[R(s)] +
1

2
E(s,a,s′)∼D

[(
Qθ(s, a)− T̂ πQ̄(s, a)

)2]
• 第二项是标准 Bellman 误差，T̂ π 为基于样本的贝尔曼算子，Qθ̄ 为目标网络；

• α > 0 是保守强度：α 越大，对数据外动作压得越狠（也更保守）；α → 0 退化为朴素离线
Q-learning。

为什么这样设计：Q 与回报脱钩的正反馈来源于 max 选中的数据外动作。CQL 不堵 max 的
嘴，而是让每个数据外动作的 Q 都「长得比数据内动作慢」，不可信高值的来源被掐断，脱钩随之
消失。
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Fig 2. CQL: conservative penalty recovers return to BC level

Naive offline DQN
CQL
BC = 301±66

图 2: CQL的保守惩罚恢复回报（CartPole-v1，medium数据集，3个随机种子，阴影为 ±1σ，灰色
区间为 BC 的 mean ±1σ）。与朴素离线 DQN 的塌缩（红色）形成对比，CQL 的回报（蓝色）随离
线更新稳步上升到 BC 区间——不再塌缩。同一个框架，只多一项 αR(s) 正则，从「塌缩」到「恢
复」——惩罚把 Q 锚定在数据支持的动作上。

方案二：IQL——把悲观写进动作集合

直觉

隐式 Q 学习（Implicit Q-Learning）走完全相反的路线：永远不去评估数据外的动作。它用一
个特殊的回归目标拟合价值函数，使 V 直接「跳过」max——因为 max 恰恰是数据外误差的来源。
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expectile 回归

普通最小二乘拟合的是条件均值；IQL 改用 expectile 回归，用超参 τ ∈ (0, 1) 控制拟合到条件
分布的哪个分位：

Lτ2(u) =
∣∣τ − 1{u < 0}

∣∣u2

• τ = 0.5 退化为普通最小二乘（拟合均值）；

• τ > 0.5（典型取 0.7 ∼ 0.9）偏向拟合上分位——只把「数据内比较好的结果」纳入 V。

翻译成人话：在线 Q-learning 用 maxa′ Q(s′, ·) 回答「下一步最好能有多好」；IQL 用 expectile
回答同一句话，但只依据数据里真实出现过的 (s′, a′)。答案既保留了对好动作的乐观，又永远不会
跑到数据之外取值。

价值函数与策略更新

V 与 Q 交替回归：

Vψ(s) ← arg min
V

E(s,a)∼D
[
Lτ2
(
Qθ̄(s, a)− Vψ(s)

)]
Qθ(s, a) ← arg min

Q
E(s,a,s′)∼D

[(
Qθ(s, a)− r − γVψ(s

′)
)2]

• V 只从数据内动作的 Qθ̄ 回归，τ 决定它偏向好动作还是均值；

• Q 的目标里没有 max，只有 r + γV (s′)——外推误差没有入口。

策略用 AWR 式的加权监督学习更新：只提升「数据内价值高于 V」的动作，

πϕ ← arg max
π

E(s,a)∼D

[
exp

( 1

λ

(
Qθ(s, a)− Vψ(s)

))
logπϕ(a|s)

]
其中 λ > 0 是行为克隆与价值提升之间的权衡温度：λ → ∞ 时权重趋于 1，退化为纯 BC；

λ→ 0 时权重集中于优势最大的动作，退化为贪心 Q 最大化。

两种悲观的分工：CQL vs IQL

一个病，两种药

CQL IQL
悲观的对象 价值函数（压 OOD 的 Q） 动作集合（不评估 OOD）

是否查询数据外动作 是，但压低其价值 从不
自举目标 带惩罚的 max r + γV（无 max）
关键超参 保守强度 α 期望分位 τ、温度 λ

核心算子 log
∑

a expQ expectile 回归 Lτ2
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Fig 3. IQL: in-sample learning recovers return to BC level

Naive offline DQN
IQL
BC = 301±66

图 3: IQL 的 in-sample 学习恢复回报（CartPole-v1，medium 数据集，3 个随机种子，阴影为 ±1σ，
灰色区间为 BC 的 mean ±1σ）。与朴素离线 DQN 的塌缩（红色）形成对比，IQL 的回报（绿色）
随离线更新稳步上升到 BC 区间——不再塌缩。它从不查询数据外动作，外推误差根本不会进入自
举目标。同一个病，换一种「不问」的药，同样治好了。

设计哲学的差别：CQL 回答的是「数据外动作值多少」——它强行给出答案，但给的是负面的
（保守的）；IQL 回答的是「不回答数据外动作」——它修改问题本身，让 max 从算法里消失。前者
是给说谎者设罚则，后者是干脆不问不知道的人。
在实际中：IQL 的 AWR 式策略提取往往更贴合「离线训练 + 在线微调」的流程；CQL 若要

在线微调，需显式退火保守强度 α——惩罚项不会随训练自己消失，过强的保守性会阻碍继续提升。
IQL实现也更简单、对离散/连续动作同样自然——它不需要估计行为策略的动作密度（连续情形下
CQL 要额外采样 a ∼ µ̂），只需直接用数据里的 (s, a) 对。两者在 D4RL 基准上各有擅长，但都能
把回报稳定恢复到 BC 及格线水平——这正是本章图 2、图 3 想传达的：两条路殊途同归。

本章在 RL 体系中的位置

1. 值函数路线 → DQN（在线 max）→ 双 Q / 目标网络（缓解过估计）；

2. Off-policy 路线 → SAC（上一章：replay buffer 反复利用）——离线 RL 就是「拔掉环境插
头，把 buffer 固化成整个数据集」；

3. 离线强化学习（本章：不能交互，只读固定数据集 → 分布漂移 → CQL 压 OOD 价值 / IQL
不问 OOD）；

4. 下游 → 保守思想的延伸（model-based 离线方法）；决策 Transformer（第 11 章）则换一套序
列建模的世界观重答本章的问题。

离线 RL 是 RL 走向工业落地的关键一环：真实系统的数据贵、风险高，很多时候只有历史数
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据可用。本章的两套方案代表了领域内两种主流的「悲观」设计——约束价值，或约束动作——它
们共同确立了离线学习的及格线思维：不塌缩（恢复到 BC 水平）比聪明（追最优）更重要。
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