
决策 Transformer（Decision Transformer / DT）

先讲一个故事

第 9 章的结尾留了一个岔路口：面对一份不能再交互的离线数据，CQL 和 IQL 选择给价值函
数写进悲观，从而把估计安全地外推到数据之外。但 2020 年前后，另一个领域正在发生一场革命：
GPT 证明，只要数据够多，「下一个 token 预测」这个纯监督目标就能学出复杂到惊人的行为。于
是有人问了一个跨界的问题：既然序列建模这么强，为什么还要 Bellman 方程？
错误做法 / 朴素做法：把轨迹当成句子、把动作当成 token，训练 P (at | st,历史)——这就是

行为克隆（BC），第 9 章的及格线：数据是什么水平，策略就是什么水平，还失去了控制输出质量
的能力。
本章方法的做法：把期望回报也写进序列。轨迹不再是 (s, a) 的流，而是 (R̂, s, a) 的流——模

型学习「在想要 R̂ 这么多回报的条件下，该做什么动作」。评估时把 R̂ 设成目标分数，像点歌一样
点一个回报水平。
本章的核心问题：这到底是在规划，还是在检索训练数据里见过的轨迹？

P (τ) =
∏
t

P
(
at

∣∣∣ R̂t−K+1:t, st−K+1:t, at−K:t−1

)

数学形式化

一条轨迹被序列化为回报—状态—动作的交替流：

τ =
(
R̂1, s1, a1, R̂2, s2, a2, . . . , R̂T , sT , aT

)
其中 R̂t 是 return-to-go（RTG，剩余回报）：从第 t 步到回合结束的奖励总和

R̂t =

T∑
k=t

rk

（折扣版本
∑

k≥t γ
k−trk 同理；本章实验用 γ = 1。）DT 是一个因果 Transformer：第 t 个 token

编码 (R̂t, st, at−1)，只允许注意过去，输出对 at 的分布。训练是纯监督的交叉熵——没有 Bellman
方程、没有自举、没有 max、没有价值函数：

L(θ) = −Eτ∼D

[∑
t

logPθ

(
at

∣∣∣ R̂t−K+1:t, st−K+1:t, at−K:t−1

)]
K 是上下文长度（本章取 16）。评估协议是本章的「遥控器」：第一步喂入目标 R̂1 = target，之

后每走一步按定义递推

R̂t+1 = R̂t − rt

模型输出动作，环境返回奖励，RTG 相应扣减——整个闭环里没有一个价值估计。
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核心机制

机制一：RTG 条件化——回报成为指令，但只在数据内有效

RTG 把「策略的质量」变成了输入：同一个模型，R̂ 给 50 是及格策略，给 450 是优秀策略。
图 1 左图在混合质量数据（random 到 expert 全谱）上验证：目标 ≥ 200 时评估回报紧贴目标（200
→ 210、300 → 286、500 → 335），低目标区间（50–100）只到 10–33 分——受 CartPole 可达回报
下限（随机策略 ≈ 9 分）与低回报行为数据密度的双重限制。作为对照，去掉 RTG 输入训练的同
一结构（即序列 BC）无论想要多少分，回报都钉在约 10 分（实测 9.5，随机水平）——没有 RTG，
回报无法指定。
但指挥棒的范围由数据划界。图 1 右图把目标推到数据最优之外：600–1000 的目标不再带来任

何提升（回报 259–339，方差陡增）——目标本身也成了一个会 OOD 的输入维度。RTG 本身也是
一个输入维度——目标超出数据覆盖，条件分布就被推到了支撑集之外，与第 12、13 章奖励模型的
「覆盖区」是同一个概念：条件生成只会在见过的条件附近工作。
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图 1: RTG 条件化（CartPole-v1 混合质量数据，3 个随机种子，mean ± std）。左：DT（蓝）的评
估回报紧贴目标（虚线 y = x，灰色为数据回报范围）；无 RTG 的同结构模型（红）回报钉在固定
水平——回报无法指定。右：目标超出数据最优回报后，DT 无法兑现甚至回落——条件化只在数
据支撑区内有效。

机制二：数据质量天花板——回放，不是改进

三档数据（random / medium / expert，第 9 章同一采集配方）分别训练 DT 与 BC。图 2 的
柱状对比给出一个干脆的结论：random 档数据均值 22、DT 44、BC 10；medium 档 211 / 267 /
262；expert 档 361 / 352 / 347（其中一个种子的采集策略停在 102 分，把数据均值拉低、误差条
拉大——模型质量逐种子跟随数据质量）——序列建模回放数据，不改进数据。DT 与 BC 的差别
不在能力，在可控性：DT 多了一根指挥棒，但天花板都是数据本身。
与第 9 章合起来看：CQL/IQL 用悲观化把价值外推到数据之外，medium 数据上能恢复到 BC

之上；DT 干脆不外推。这给出一条清晰的选型规则：数据接近最优（如演示数据、专家轨迹）时，
DT 简单、稳定、还附带可控性——这正是 LLM 后训练里 SFT 的处境；数据次优且必须超越时，
价值方法不可替代。

2



random data medium data expert data
0

100

200

300

400

500
Ev

al
 e

pi
so

de
 re

tu
rn

22 21
1

36
1

44 26
7

35
2

10 26
2

34
7

DT and BC both capped by dataset quality

dataset mean
DT (target = best in data)
BC (no RTG)

图 2: 数据质量天花板（CartPole-v1，三档数据 × 3个随机种子，误差条 ±1σ）。DT（评估目标设为
数据最优回报）与 BC 的回报都贴着数据平均水平，均未超过数据质量——对比第 9 章 CQL/IQL
在 medium 数据上恢复到 BC 之上。

机制三：拼接失败——检索见过的，不组合未见过的

「拼接（stitching）」是离线 RL 的独特能力诉求：最优轨迹的每一步转移都在数据里，只是从未
出现在同一条轨迹中——把轨迹 A 的前半段和轨迹 B 的后半段在交汇状态处接起来，能得到数据
里不存在的更优行为。第 2 章的动态规划天然会拼接：值迭代的价值像水波一样跨轨迹传播，备份
不问转移来自哪条轨迹。序列建模不会：它的上下文是「一条轨迹内的历史」，模式匹配检索的是见
过的整段序列。
实验把它摆到明面上（图 3）：确定性 8× 8 格子世界，最短路径 14 步；数据 400 条轨迹，最

好的是 16 步——14 步路径从未整条出现，但它需要的每一步转移都在数据里。结果：表格型离线
Q-learning 在同一份数据上拼出 14 步最优路径；DT 条件在 ≥ 22 的目标上正常兑现，≤ 20 后进
入数据稀疏区开始失效；在从未出现的 14 步目标上，90 个评估回合中有 60 个无法到达终点。

完整算法流程

1. 序列化：把每条轨迹写成 (R̂t, st, at) 流；状态按数据均值/方差标准化，RTG 按数据最大回报
缩放；

2. 训练：随机采样长度 ≤ K 的窗口（右侧对齐），最小化动作的交叉熵——纯监督，无环境交互；

3. 评估：初始 R̂1 = target；每步贪心（或采样）取动作，按 R̂t+1 = R̂t − rt 递推；上下文取最
近 K 个 token。

实践要点：目标回报要设在数据范围之内（这是与 RLHF 的 β、DPO 的训练步数并列的「隐
藏超参」，设高了就是图 1 右图的 OOD 失效）；上下文长度 K 权衡长程信用与训练成本；K = 1
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图 3: 拼接失败（确定性 8× 8 格子世界，3 个随机种子，mean ± std）。左：目标长度 ≥ 16（数据
最优）时 DT（蓝）正常兑现；条件在最优的 14 步（红色区域，回报落到数据支撑之外）DT 失效，
而离线 Q-learning（绿）在同一份数据上拼出 14 步最优路径。右：数据访问热力图与路径对比——
Q-learning 的对角捷径由跨轨迹拼接而来，DT 在目标 14 下的实际轨迹偏离最优。

时 DT 退化为最简单的条件模仿。

与相邻方法对比

BC CQL / IQL DT
学习信号 监督模仿 Bellman + 悲观 监督 + RTG 条件
能超越数据 否 是（外推价值） 否（回放数据）
能拼接 否 是（跨轨迹备份） 否（轨迹内检索）

可控性（指定回报） 无 无 有（数据范围内）
关键超参 无 α / τ、λ 目标 RTG、上下文 K

适用场景 数据即目标 数据次优需超越 数据近最优 + 需要可控

一句话：价值方法回答「数据之外值多少」，序列方法回答「数据之内像什么」——离线 RL 的
两条哲学，谁也替代不了谁。

本章在 RL 体系中的位置

1. 上游：离线强化学习（第 9 章）给出问题与病理——分布漂移、外推误差、BC 及格线；本章
换一套世界观（序列建模）重答同一道题；

2. 决策 Transformer（本章：RL 即序列建模——回报是条件，动作是生成；三面镜子照出它的边
界：条件会 OOD、数据是天花板、不会拼接）；

3. 下游：第 12–14章的 RLHF、DPO、GRPO用的语言模型与本章的 DT是同一个物种——「序
列建模 + 条件生成」是后训练一切方法的载体，差别只在条件是什么（偏好、对数比、可验证
奖励）、目标从哪里来。
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读者应带走一句话：DT 证明「序列建模」足以复现数据中的智能，也恰好只到此为止——超
越数据仍然需要价值与规划。下一章起，序列建模的这个「物种」将面对它最重要的条件输入：人
类的偏好。
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