
Actor-Critic 与 A2C

先讲一个故事

你在学钢琴。你的老师有两种教法：
教法一（REINFORCE）：弹完整首曲子，老师在最后评分——「总体 85 分」。这个信号能告

诉你哪个音弹错了吗？不能。第 3 小节那个跑偏的和弦、第 12 小节的速度失控，全部淹没在「85
分」这一个数字里。回去你只能靠猜测去改进。
教法二（Actor-Critic）：老师坐在旁边，每弹几个音就给一句评价——「这里太快」「这个和

弦不对」「这段处理得很好」。即时反馈、精准定位，进步快得多。
但问题来了：如果老师在你弹了三个音之后，就认定「我已经摸透这个学生的水平了」，从此不

再认真听，只是机械地说「还可以」⋯⋯从那一刻起，你的练习就失去了有效反馈，进步彻底停止。
这就是朴素 Actor-Critic 失败的本质——不是方向错了，而是策略在没有熵保护的情况下过

早坍缩成确定性策略，每局轨迹变得雷同；Critic 随即把这个很差的策略 的价值函数拟合到几乎完
美，优势信号归零，Actor 的梯度消失。
本章要解决的核心问题：如何让 Critic 的学习速度始终与 Actor 的改进速度保持匹配？

从 REINFORCE 到 Actor-Critic：为什么要替换回报

REINFORCE 的策略梯度估计量：

∇θJ(θ) = Eτ∼πθ

[
T∑

t=0

∇θ logπθ(at | st) ·Gt

]
其中 Gt =

∑T
k=t γ

k−trk 是第 t 步到回合结束的折扣累积奖励（Monte Carlo 回报）。
高方差的来源：Gt 依赖于 t时刻之后所有未来步骤的随机动作与随机奖励。回合越长，Gt 的随

机性越大，梯度估计的方差越高——靠「整首曲子最终得分」判断「第 3 小节第 2 拍指法对不对」，
信噪比极低。
核心替换：用值函数 V π(s) 提供一个基准（baseline），把 Gt 替换为「比平均水平高多少」：

Gt −→ Aπ(st, at) = Qπ(st, at)− V π(st)

这就是优势函数（Advantage Function）。A > 0 代表「这个动作比平均更好」；A < 0 代表
「比平均更差」。用 A 代替 Gt 的两个好处：（1）减去了与动作无关的基准 V，方差降低；（2）只衡
量相对好坏，信号更精准。

优势函数与 TD 误差

数学形式化

设智能体当前策略为 πθ，参数化价值函数为 Vϕ(s)。定义：

• 状态价值函数：V π(s) = Eπ

[∑∞
k=0 γ

krt+k

∣∣∣ st = s
]

• 动作价值函数：Qπ(s, a) = Eπ

[∑∞
k=0 γ

krt+k

∣∣∣ st = s, at = a
]

• 优势函数：Aπ(s, a) = Qπ(s, a)− V π(s)

1



注意 Ea∼π[A
π(s, a)] = 0——优势函数的期望恒为零，这是它的归一化性质，保证「好动作」和

「坏动作」正好对称分布在零两侧。

单步 TD 误差作为优势的近似

计算真实的 Qπ(s, a) 需要完整的未来奖励序列。可行的近似：

Qπ(st, at) ≈ rt + γV π(st+1) （单步 bootstrap）

代入优势函数定义，得到单步 TD 误差（Temporal Difference error）：

δt = rt + γVϕ(st+1)− Vϕ(st)

翻译成人话：δt 是「实际拿到的奖励 + 对未来的新预期」比「出发前的旧预期」多还是少。多
⇒ 这步动作比预期好（正优势）；少 ⇒ 比预期差（负优势）。
偏差的来源：δt 用近似值函数 Vϕ 替代了真实 V π，引入了函数逼近误差（偏差）。这是与 Monte

Carlo 的本质权衡：方差下降，但不再无偏。

朴素 Actor-Critic 为什么失败

四个故障模式

最直接的实现：把 REINFORCE 的每回合更新改成每步在线更新，用 δt 代替 Gt。这个想法正
确，但有四个潜伏的致命问题：

1. Fault 1 ——单步 TD 优势，方差仍然偏高
δt 只看一步，受随机奖励和 Vϕ 估计误差的双重噪声影响。当 Vϕ 尚未收敛时，δt 的估计极不
稳定，Actor 梯度信号噪声大。

2. Fault 2 ——两时间尺度条件被违反
Konda & Tsitsiklis（2003）证明：Actor-Critic的收敛性要求 Critic的学习率 αw 远大于 Actor
的学习率 αθ，即 αθ/αw → 0。朴素实现两者使用相同学习率，使得 Actor 在 Critic 尚未收敛
时就开始更新，用错误的 Vϕ 计算梯度方向。

3. Fault 3 ——无熵正则化，策略提前坍缩
没有熵 bonus，Actor 会迅速把概率堆在某个次优动作上，变为近确定性策略。此后即使 δt 偶
尔非零，动作分布没有随机性，策略梯度也无法推动探索。

4. Fault 4 ——无梯度裁剪，参数可能爆炸
单步 |δt| 有时极大（初始化差的 Vϕ），造成巨大参数更新，使网络进入不可恢复的坏区域。

坍缩机制：优势归零 ⇒ Actor 冻结

Fault 3 触发后，四个故障耦合形成自我强化的恶性循环：

无熵 ⇒ π 快速确定化 ⇒ 每个 episode 退化为完全相同的短轨迹

⇒ Vϕ 迅速拟合这些轨迹（δt ≈ 0） ⇒ ∇θJ ≈ 0 ⇒ Actor 永远冻结。
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这是一个稳定但灾难性的固定点：Critic 越「完美」，Actor 越没有改进动力；Actor 越不动，
Critic 就越稳固。系统自我锁死，且这个锁死状态对所有随机种子几乎一致。

实验证据

图 1 展示了 5 个随机种子下朴素 Actor-Critic 在 CartPole-v1 上的表现：episode return 从第
∼ 20 轮起彻底钉死在 ≈ 9（CartPole-v1 最大为 500），500 轮训练毫无进展。5 条曲线几乎重叠，说
明这不是随机性问题，而是 5 个 seed 全部落入了同一个坏固定点。
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Fig 1.  Naive Actor-Critic: Unstable Learning (All 5 Seeds)

5 seeds (naive AC)
Smoothed mean (window=20)

图 1: 朴素 Actor-Critic（α = 5 × 10−3，无熵，无梯度裁剪）在 CartPole-v1 上的 5 个随机种子：
episode return 全程钉死在 ≈ 9，CartPole-v1 最大回报为 500。

图 2 给出了坍缩机制的直接证据：朴素 AC 的均值 |advantage| 在前 50 轮内从 ≈ 3.5 急速跌至
≈ 0.1，此后全程贴近零轴，Actor 梯度信号彻底消失。与之对比，A2C 的 |advantage| 呈现钟形曲
线——随策略改进而持续上升（Critic 追不上），随接近收敛而平滑回落——这是在线学习系统的健
康特征。

广义优势估计（GAE）

偏差–方差权衡的数学框架

单步 TD 误差 δt 偏差高（Vϕ 不准时）；Monte Carlo 回报 Gt − V (st) 方差高（轨迹越长随机
性越大）。能不能在两者之间找到可调的中间点？

Schulman et al. (2015) 提出广义优势估计（Generalized Advantage Estimation, GAE）：
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Fig 3.  Advantage Collapse: |advantage| → 0 Freezes the Actor

Naive AC  |advantage|
A2C  |advantage|

图 2: 每回合均值 |Ât| 的演化（5 seeds，mean ± 1 std）。蓝色（朴素 AC）在前 50 轮内归零；红色
（A2C）维持非零信号，钟形轮廓反映了 Critic 与 Actor 之间持续的「追赶」动态。

Â
GAE(γ,λ)
t =

∞∑
l=0

(γλ)l δt+l

其中每一项 δt+l = rt+l + γV (st+l+1)−V (st+l) 是第 t+ l 步的 TD 误差，λ ∈ [0, 1] 是插值参数。

推导：GAE 是 TD 误差的几何级数

展开 GAE 前 n 步：

Â
(n)
t =

n−1∑
l=0

(γλ)lδt+l = δt + γλ δt+1 + (γλ)2δt+2 + · · ·

两个极端：

• λ = 0：Ât = δt（单步 TD），高偏差、低方差，完全依赖 Vϕ 的准确性；

• λ = 1：(γλ)l = γl，对所有未来 TD 误差求和，级数通过望远镜求和（telescoping）等价于

Âλ=1
t =

T−t−1∑
l=0

γlδt+l =

T−t−1∑
l=0

γlrt+l︸ ︷︷ ︸
Gt

−V (st) + γT−tV (sT ) ≈ Gt − V (st), （终态V (sT ) ≈ 0）

即退化为 REINFORCE 的 baseline 优势，低偏差、高方差。
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λ 极端情形 偏差 / 方差
0 Ât = δt（单步 TD） 高偏差，低方差
1 Ât = Gt − V (st)（Monte Carlo） 低偏差，高方差

λ ∈ (0, 1) 几何插值 可控权衡

为什么几何衰减合理？近期 TD 误差信噪比更高（Vϕ 对近期状态预测更准），远期 TD 误差累
积了更多随机性。用 (γλ)l 赋予近期更大权重，相当于对梯度估计做了隐式的指数平滑。

GAE 的实际使用

GAE 计算需要完整的 TD 误差序列，因此要先完成一整局 rollout，再从末态向前递推：

ÂT−1 = δT−1, Ât = δt + γλ Ât+1 (t = T − 2, . . . , 0)

对应的 Critic 训练目标（回报估计）：

R̂t = Ât + Vϕ(st)

λ 的实践选择：λ = 0.95 是经验默认值，在大多数连续控制和离散控制任务中工作良好（Schul-
man et al. 2015, 2017）。

Advantage Actor-Critic（A2C）：四个修复

针对四个故障逐一修补

1. Fix 1 ——完整 episode rollout + GAE
收集完整一局轨迹后再计算所有时步的优势，用 GAE（λ = 0.95）替代单步 δt。比单步 TD 方
差低，比 Monte Carlo 偏差低。

2. Fix 2 ——两时间尺度学习率
设 Critic 学习率 αw = 10−3，Actor 学习率 αθ = 3 × 10−4（αw/αθ ≈ 3）。Critic 在每轮更新
时比 Actor 学得更快，确保 Actor 下次更新时能用上较准确的 Vϕ。

3. Fix 3 ——熵正则化
在 Actor 损失中加入策略熵惩罚项，阻止策略过早坍缩为确定性分布：

Lactor = −Ât logπθ(at | st)− βH[πθ(· | st)], β = 0.01

4. Fix 4 ——梯度裁剪
更新前对梯度做 max-norm 裁剪（clip = 0.5），防止单次更新步长过大造成参数爆炸。

完整算法流程

1. Rollout（无梯度）：用当前 πθ 和 Vϕ 跑完一局，记录 (st, at, rt, Vϕ(st))
T
t=0；

2. 计算 GAE 优势：从末态向前递推 Ât；计算回报目标 R̂t = Ât + Vϕ(st)；

3. 归一化优势：Ât ← (Ât − Ā)/(σA + ε)，稳定梯度幅值；
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4. Critic 更新（高学习率）：

Lcritic =
1

2

∥∥∥Vϕ(st)− R̂t

∥∥∥2

, 梯度裁剪后以αw 步进

；

5. Actor 更新（低学习率）：

Lactor = −Ât logπθ(at | st)− βH[πθ(· | st)], 梯度裁剪后以αθ 步进。

实验结果

图 3 展示了 5 个随机种子的 mean ± 1 std 收益曲线：A2C 从第 ∼ 50 轮起稳定上升，第 500
轮均值达到 ≈ 310，且曲线仍在上升（未完全收敛）；朴素 AC 全程贴近 x 轴，两者在 episode 50 之
后就完全分离。
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Fig 2.  A2C vs. Naive Actor-Critic: Convergence Comparison

Naive Actor-Critic
A2C  (GAE + entropy + two-timescale LR)

图 3: A2C 与朴素 Actor-Critic 在 CartPole-v1 上的收敛对比（5 seeds，mean ± 1 std，相同网络结
构，仅训练方式不同）。

回顾图 2 的 A2C 曲线（红色钟形）：前 ∼ 280 轮优势信号持续增大，对应 Fig 3 中收益快速上
升的阶段——策略改进速度 > Critic 追赶速度；之后随 Critic 追上而平滑回落，收益曲线斜率也随
之减缓。Critic 与 Actor 的「追赶」动态，正是两时间尺度设计想要保持的健康状态。
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算法对比总结

方法 优势估计 更新时机 偏差 / 方差
REINFORCE Gt 回合结束 低偏差，极高方差

REINFORCE + Baseline Gt − V (st) 回合结束 低偏差，高方差（改善）
朴素 AC δt 每步在线 高偏差，低方差（但坍缩）

A2C ÂGAE(γ,λ) 回合后批量 λ 可调，稳定

为什么 A2C 不直接用 Monte Carlo 回报？

用纯 MC 回报 Gt 作为 Critic 目标，等同于 REINFORCE with baseline——bootstrap 的方差
优势消失，退化为在线 MC 更新。在 CartPole-v1 这样的短回合任务中 MC 尚可用，但在连续控制
（关节角度、速度等高维动作空间）+ 长回合任务中，Gt 的方差会大到无法收敛。GAE 的 λ 参数提
供了偏差–方差的连续插值，而不必在两个极端中二选一。

为什么 Critic 学习率要高于 Actor？

两时间尺度定理（Konda & Tsitsiklis 2003）：Actor-Critic 收敛需满足：

∑
k

αθ(k) =∞,
∑
k

αw(k) =∞,
αθ(k)

αw(k)
→ 0 (k →∞)

直觉：如果 Actor 和 Critic 以相同速度变化，Critic 永远在追移动靶（策略一直在变）；Critic
学得更快，就能在 Actor 下次更新前先近似收敛到当前策略的 V π，保证 Actor 拿到的是「对当前
策略的准确评估」，梯度方向可信。

本章在 RL 体系中的位置

Actor-Critic 是从基础算法迈向现代深度 RL 的关键桥梁：

1. TD 路线（基于值）：MAB → MDP / Bellman 方程 → TD(0) / Q-Learning → DQN。DQN
学的是 Q(s, a)，是纯 Critic，没有显式 Actor；无法处理连续动作空间。

2. MC 路线（基于策略）：REINFORCE 直接优化 πθ，是纯 Actor，没有 Critic；方差极大，样
本效率低。

3. Actor-Critic 路线（融合）：本章将两条路线合并——Actor 优化策略，Critic 提供低方差基
准。GAE 控制偏差–方差权衡 → PPO（下一章）在 AC 框架上加 clip 约束，限制每步策略更
新幅度，避免步长过大破坏已有策略→ SAC在最大熵框架下自动调节温度系数 β，将熵正则
化推向更严格的理论基础。

4. 离线 RL 的影子：IQL（Implicit Q-Learning）等离线方法中，Critic 仍然需要准确的价值估
计；两时间尺度原则以不同形式复现——如何在数据集覆盖不足时让 Critic 不过拟合超出分
布的状态，正是离线 RL 要回答的核心问题。

把 PPO 的 clip 目标去掉，只保留 GAE + 熵 + 梯度裁剪，你得到的和本章 A2C 有多大区别
——PPO 的 clip 究竟防止了什么？
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